Желаемая секция: машинное обучение в задачах наук о Земле.
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Влажность воздуха в приповерхностном слое атмосферы над океаном является ключевым климатическим параметром, оказывающим значительное влияние на процессы переноса влаги и тепла между океаном и атмосферой, а также на динамику атмосферных процессов в целом. Анализ метеорологических данных, собранных в течение XX века, показывает разреженность рядов измерений влажности в пространстве и времени [1]. Международный массив данных о характеристиках океана и атмосферы (ICOADS [4]) указывает на недостаточную плотность измерений в начале XX века по сравнению с более поздними периодами [1], что создает сложности для адекватного анализа климатических тенденций относительной влажности.
Представленные в литературе методы восстановления временных рядов влажности [6, 7] зачастую демонстрируют ограниченную точность, основываясь преимущественно на статистических и эвристических подходах. Исследование направлено на повышение качества решения этой задачи за счет применения методов машинного обучения.
В качестве первого, наиболее простого подхода, мы решали задачу в формулировке аппроксимации относительной влажности по данным сопутствующих измерений атмосферного давления, температуры воздуха, скорости и направления ветра, температуры поверхности океана, а также наблюдений количества и типов облачности на трех ярусах. Кроме этого, в составе сопутствующих переменных используется код погоды по стандарту ВМО и расчетная высота солнца. В исследовании использованы модели машинного обучения следующих типов: линейная регрессия, дерево решений [3], случайный лес [2], градиентный бустинг [5] и полносвязная искусственная нейронная сеть [8]. Для повышения территориальной и временной специфичности разрабатываемых моделей мы провели исследование для каждого 2-градусного квадрата и каждого сезона по отдельности. Для обучения и применения моделей машинного обучения мы применяли библиотеку scikit-learn и пакет, реализующий модель CatBoost [5]. Для каждого вида модели мы оптимизировали гиперпараметры с применением библиотеки байесовской оптимизации Optuna [9]. На основе полученных результатов были построены карты пространственного распределения ошибок моделей, которые позволили выявить регионы с высокой и низкой точностью аппроксимации влажности.
Результаты работы подтверждают эффективность алгоритмов машинного обучения для восстановления данных относительной влажности по сопутствующим измерениям и наблюдениям и позволяют повысить точность восстановления климатических рядов по сравнению с тривиальными подходами, например, усреднением величины по регионам. 
Анализ пространственных карт ошибок моделей показал, что наибольшие ошибки аппроксимации наблюдаются в сезоны и в регионах с высокой изменчивостью влажности (карты разброса значений относительной влажности показаны на рис. 1). Примененный в работе подход, основанный на разделении данных по квадратам и сезонам, позволил учесть региональные особенности и сезонные колебания влажности, а также снизил ошибки аппроксимации.
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Рис. 1. Карты разброса значений относительной влажности по сезонам

Анализ неопределенностей меры качества и целевой переменной, проведенный с использованием подхода бутстреп, позволил оценить надежность полученных результатов и выявить ключевые области для дальнейшего улучшения результатов. Неопределенность меры качества оказалась существенно низкой для всех моделей. Тривиальная модель, линейная регрессия и Catboost показали наименьшую неопределенность целевой переменной. 
Сравнительный анализ моделей выявил, что Catboost и случайный лес продемонстрировали наилучшие результаты в данной работе, что делает их лучшими моделями для аппроксимации влажности. Catboost показал наивысшее среднее качество на отложенной выборке, а случайный лес показал наилучшее среднее качество по bootstrap-выборкам. Модели демонстрируют наиболее стабильные результаты, с низкими значениями неопределенности как меры качества, так и целевой переменной, что подтверждает их способность к точному восстановлению относительной влажности.
Исследование выполнено в рамках Соглашения № 075-03-2024-117 от 17.01.2024 Московского физико-технического института.
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